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Résumé

L’objectif de cet article est de présenter deux applications
possibles des méthodes basées sur 1’apprentissage profond,
dans le cadre du contrdle non destructif par rayons X. Nous
choisissons de présenter une méthode de sanction
automatique sur des radiographies de piéce de fonderie
(roues de voiture en aluminium), et une méthode de
reconstruction tomographique en configuration éparse
appliquée a une base de données de bouchons en liege
naturel.

1. Introduction

Ces derniéres années, [l’intelligence artificielle (IA),
notamment au travers du développement des méthodes
d’apprentissage profond, a permis de considérablement
améliorer la résolution de nombreuses taches, en particulier
en application a des problématiques de vision par ordinateur.
Ceci a été possible principalement grace a 1’augmentation de
la puissance des ordinateurs, et I’acces a de grandes bases de
données.

L’application des méthodes ainsi développées a un contexte
industriel, comme celui du contréle non destructif, apporte de
nouvelles problématiques liées a la difficulté et au coit
d’obtention de bases de données de taille suffisante, ainsi qu’a
une annotation fiable et précise de celles-ci. La simulation de
méthodes d’acquisition et de la physique qui y est associée,
permise par des logiciels de simulation tels que CIVA [1],
nous permet de pallier a ce manque de données.

Dans le contexte du contrdle non destructif, des études sur
I’utilisation de méthodes d’apprentissage ont été menées sur
de cas d’inspection par courants de Foucault [2] [3] [4], par
imagerie ultrasonore [5] [6] [7] et aux signaux ondes guidées
dans le contexte du controle santé intégré [8] [9]. Plus
spécifiquement au contrdle non destructif par rayonnes X, les
méthodes basées sur 1’apprentissage artificiel permettent
d’une part d’améliorer la qualité de données, que ce soit par
des méthodes de correction de rayonnement diffusé en
radiographie [10], de fusion d’images obtenues par
différentes modalité d’acquisition [11], ou de mise en place
de systémes d’acquisition tomographique efficace nécessitant
un nombre réduit de mesures [12]. D’autre part, ces méthodes
sont utilisées a des fins d’analyse de données/sanction
automatique, avec la mise en place de taches telles que la
segmentation [13], la détection [14], ou la classification [15].

Nous proposons ici de présenter des développements
effectués dans un cadre de contréle non destructif par rayons
X (RX), en radiographie et tomographie, a travers deux
applications.

Une premiére application concerne la détection de défauts sur
des radiographies d’objets obtenus en fonderie par méthode
supervisée.

Ensuite, dans un objectif de mise en place de contrdles
tomographiques sur ligne de production, des approches TA
sont couplées aux algorithmes de reconstruction pour assurer
une bonne qualit¢é d’image reconstruite dans une
configuration a faible nombre de projections. Nous
présentons ici une méthode de pré-traitement, qui permet de
compléter les mesures radiographiques, ainsi qu’une méthode
de post-traitement, qui réduit les artefacts de reconstruction
liés au manque de vues.

2. Sanction automatique

L’objectif de cette section est d’appliquer des méthodes
d’apprentissage supervisé a la problématique de la sanction
automatique a partir d’images obtenues par radiographie RX.
Nous présentons dans un premier temps la base de données
utilisée ainsi que les problématiques qui y sont liées (Section
2.1), puis la méthode d’apprentissage utilisée (Section 2.2),
et enfin les résultats obtenus (Section 2.3).

2.1. Base de donnée utilisée

2.1.1. Obtention d’une base de donnée dans le contexte du
contréle non destructif

Dans le domaine du contrdle non destructif, pour des raisons
économiques, de compétitivité, de sécurité et de secret
industriel, la disponibilité de bases de données en libre acces
est trés faible, en comparaison de la disponibilité aux bases
de données axées « Vision par ordinateur » classiquement
utilisée par les algorithmes de détection automatique. En
outre, les bases de données libres disponibles (comme par
exemple GDXRay [16]) comptent un nombre d'échantillons
qui ne permet pas de répondre aux exigences minimales en
termes de quantité d’images pour entrainer correctement un
modéle d'apprentissage profond. Néanmoins, des outils de
simulation (comme par exemple le logiciel CIVA [1]) et des
techniques de traitement d'images peuvent étre utilisés pour
augmenter la taille de la base de données et la représentativité
des ensembles de données disponibles (par exemple, insertion
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de défauts, vues multiples d'une géométrie CAO, etc.) Nous
qualifions ce type de procédures d'augmentation des données
sur les défauts virtuels basée sur la physique ou sur un
modele, par opposition a d'autres techniques d'augmentation
des données classiquement utilisées et qui ne supposent
aucune connaissance physique sur les mécanismes a 1'origine
des images observées (par exemple, symétrie/rotation de
I'image, étirement, modification de luminosité ou teinte,
découpage, etc.).

2.1.2. Présentation de la base GDXRay et de son augmentation

Nous présentons ici les images de la base de données en libre
accés GDXRay (voir [16]) sur lesquelles nous avons
travaillé. Dans cette base, nous nous intéressons a la série
d'images radiographiques associées aux piéces de fonderie.
Parmi ces images de pi¢ces de fonderie, nous considérons la
série CO00I qui contient 72 radiographies annotées d’une
roue de voiture en aluminium : celles-ci ont été obtenues en
faisant effectuer a la roue une rotation de 5° autour de son
axe de rotation. Ces images sont de taille 1144x1536 pixels.
Les annotations permettant 1’entrainement supervisé sont
constituées de boites englobantes des défauts.

Plus précisément, afin d’avoir une quantité d’images
suffisante pour 1’étape d’entrainement, nous utilisons la base
augmentée générée par Mery et al. [17]. Pour chacune des 72
images expérimentales de la série GDXRay-C0001, une
sélection aléatoire de 100 fenétres d'une résolution de
640x640 pixels a été prise dans les zones de la roue ne
comportant pas de défauts. Pour chacune de ces sous-images
(ou patchs), un ensemble de défauts ellipsoidaux virtuels
(simulés) a été implanté conformément a la procédure fournie
dans [17]. Le nombre de défauts virtuels dans une sous-image
a été choisi aléatoirement entre 2 et 20. Au total, 7200 images
d'une résolution de 640x640 pixels et contenant environ
80000 défauts virtuels ont été créées.

Les 7200 images ont été divisées en deux groupes :
ensembles d’entrainement et de validation, de proportion
respective  90% et 10%. Sur la base des images
radiographiques  expérimentales GDXRay-C0001, un
ensemble de test a été constitué en extrayant aléatoirement de
chacune des 720 images 10 patchs de taille 640x640 pixels
contenant au moins un défaut réel.

Le procédure présentée ci-dessus a permis de générer des
ensembles d’entrainement (6480 images) et de validation
(720 images) contenant chacun un fond expérimental et des
défauts simulés, et un ensemble de test (720 images)
contenant un fond expérimental et des défauts réels.

2.2. Détection par méthodes supervisées

Nous nous plagons ici dans le cadre ou nous disposons d’une
base de données de radiographie d’objets comportant des
défauts, ainsi que leur annotation, ¢’est-a-dire, pour chaque
image, une liste de boites englobantes correspondant a des
défauts. Parmi les méthodes existantes utilisant les outils
d’apprentissage profond, les architectures YOLO [18] et
Faster R-CNN [19] peuvent étre considérées comme des

références pour la détection supervisée d’objets. Dans le
contexte du contrdle non destructif par rayons X, les
algorithmes de détection peuvent étre utilisés pour évaluer et
localiser la présence de défauts dans une piece.
L’architecture YOLO a été notamment utilisée pour la
détection de défauts dans des circuits intégrés [20], pour le
controle de bagages [21], [22] ou pour la détection de défauts
dans des piéces de fonderie [23], [14]. L’architecture Faster
R-CNN a ¢été notamment utilisée pour la
détection/classification de ginseng défectueux [24], pour le
controle de bagages [25], [26] ou la détection de défauts dans
des pneus [27].

2.2.1. Faster R-CNN

Nous utilisons dans le cadre de ce travail la méthode Faster
R-CNN (Region-based Convolutional Neural Network).
L’architecture de ce réseau, dans le cas d’une tiche de
détection, fonctionne en deux étapes: la premiére étape
consiste a générer des propositions de zones, et la seconde a
classer les propositions. La premicre étape utilise un réseau
de type RESNETS0 (voir [28]), comme backbone pour
extraire les caractéristiques de 1'image. Plus précisément, le
réseau RESNETS50 est modifié en le combinant avec un
réseau FPN (Feature Pyramid Network, voir [29]) afin de
mieux représenter les objets a différentes échelles. La sortie
du réseau RESNETS0/FPN est une carte de caractéristiques.
Cette carte est ensuite utilisée par la deuxiéme étape de Faster
R-CNN qui est un réseau de proposition de régions: un
réseau léger qui analyse la carte de caractéristiques par
fenétres glissantes et en extrait des régions pouvant contenir
des objets (ici des défauts), appelées propositions. Ces
propositions sont ensuite classées (selon deux classes :
présence ou absence de défaut) a l'aide d'un réseau a couches
entiérement connectées qui prend comme entrée les
caractéristiques extraites par RESNETS50/FPN issues de la
premiére étape.

2.2.2. Méthode d’évaluation des résultats

Des méthodes d'évaluation sont nécessaires pour quantifier
les résultats obtenus. Dans le contexte de la détection
d’objets, un critére d’évaluation classiquement utilisé est la
précision moyenne (average precision ou AP). Cette mesure
est basée sur la mesure de I’IoU (Intersection over Union),
qui est défini, pour deux formes données, comme le rapport
entre la zone d'intersection et la zone d'union (voir Figure 1) :

IoU = 5 Selon cette définition, deux boites parfaitement
superposées ont un IoU de 1.

E
Figure 1: Mesure de I'loU (Intersection over Union). A gauche :

Deux formes (verte et rouge) a comparer. Au centre : Intersection
(en bleu). A droite : Union (en bleu).
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Lors de 1’évaluation d'une méthode de détection, I’loU est
calculé entre 1'objet détecté et la vérité terrain de la base de
données. Un paramétre de seuil a sur cette mesure d’ToU est
choisi, et une boite détectée est considérée comme une
détection correcte si sa valeur d’IoU est telle que ToU>a. A
partir d'un ensemble de détections, nous pouvons alors
définir :

e Vrai positif (VP) : boites détectées intersectant une
boite de vérité terrain avec loU>q,

e Faux positif (FP) : boites détectées intersectant une
boite de wvérité terrain avec loU<a, et boites
détectées n’intersectant aucune boite de la vérité
terrain,

e Faux négatifs (FN): boites de vérité terrain
intersectant une boite détectée avec loU<a, et boites
de vérité terrain n'intersectant aucune boite détectée.

Ces valeurs nous permettent de définir les grandeurs de
précision et de rappel :

o yp
pTeClSlon = VP n FP
v
TAPPE = U T EN

La précision moyenne est alors définie comme l'aire sous la
courbe précision-rappel.

2.3. Résultats

Le réseau Faster R-CNN a ¢été entrainé avec 1’ensemble
d’entralnement décrit en section 2.1.2. Pour I’étape
d’entrainement, une augmentation des données est effectuée
avec les méthodes suivantes: modification de contraste,
translation, et cut out.

Pour un seuil sur I’'IoU de 0.5, une valeur de précision de
moyenne de 0.47 est mesurée. Cette valeur se situe dans
I’ordre de grandeur des résultats obtenus dans la littérature sur
cette méme base de données [14], obtenus avec des réseaux
tels que YOLO. Des exemples d’images comportant la
radiographie, 1’annotation de la vérité terrain, ainsi que la
détection obtenue par le réseau Faster R-CNN sont présentés
en Figure 2.

3. Reconstruction tomographique éparse

La tomographie est peu utilisée pour le contréle en ligne en
raison du nombre élevé de radiographies nécessaires a
I’obtention d’une image 3D de résolution et qualité
suffisantes, et du colt en temps d’acquisition que cela
implique. La reconstruction tomographique d’un ensemble
réduit de radiographies (ou configuration en vues éparses) a
I’aide de I’algorithme analytique classique Feldkamp-David-
Kress (FDK, voir [30]) génére dans I’'images des artefacts
d’épandage en étoile (streak artefacts). Une premicre
approche pour la reconstruction en vues éparses consiste a
utiliser des algorithmes itératifs tels que ART, SART ou

SIRT (voir [31], [32] et [33]). Ces algorithmes permettent de
limiter les artéfacts liés au faible nombre de projections, mais
ceux-ci subsistent si le nombre de radiographies est trop
faible.

- P e

Figure 2 : Exemples de détection de défauts avec Faster R-CNN
sur 5 images RX. A gauche : Détection Faster R-CNN (en bleu). A
droite : Faster R-CNN (en bleu), et superposition de la vérité
terrain (autres couleurs).
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L’approche présentée ici (voir [12]) consiste a appliquer des
méthodes basées sur ’apprentissage profond et les réseaux
neuronaux convolutifs & la problématique de la reconstruction
tomographique en vues éparses. Dans ce cadre, les différentes
approches d'apprentissage supervisées peuvent étre divisées
selon les groupes suivants : prétraitement et post-traitement
(voir [34], [35], [36], [37] et [38]), méthodes itératives (ou
unrolled, voir [39] et [40]), et reconstruction complétement
apprise (voir [41] et [42]). Les méthodes de prétraitement et
post-traitement complétent les méthodes classiques telles que
la reconstruction FDK en complétant les mesures manquantes
ou en corrigeant la reconstruction respectivement. Les
méthodes itératives (unrolled) sont basées sur un schéma
itératif standard et "déroulent" la procédure itérative en
remplacant une des étapes par un réseau de neurones. Enfin,
les méthodes de reconstruction complétement apprises
suppriment les opérations de projection/rétroprojection et
utilisent directement un réseau neuronal.

Nous comparons ici, sur une base de données expérimentales,
les méthodes de pré-traitement et post-traitement, couplés a
une reconstruction analytique FDK.

3.1. Base de données expérimentales : bouchons de liége

Nous considérons 40 bouchons de liége naturel, avec leur
ensemble respectif de radiographies, ainsi que les
reconstructions de taille 1024x1024x1024 (voir Figure 3).
Ces données sont issues d’une étude industrielle et
proviennent de notre cellule d’acquisition tomographique
(voir [43]). Les modalités suivantes ont été utilisées :
géométrie a faisceau conique, 720 projections (un cycle de
rotation complet de 360°) et un détecteur plan de taille
1024%1024 pixels.

Figure 3 : En haut : Dispositif d acquisition des images
radiographiques, exemple de sinogramme. En bas : Exemple de
radiographie, coupe de reconstruction dense, et coupe de
reconstruction en vues éparses (50 radiographies sur 720) d’un
bouchon en liége naturel de notre base de données.

Etant donné que notre objet couvre environ la moitié¢ de la
largeur du champ de vision du détecteur, le nombre de

positions échantillonnées devrait étre 1égérement inférieur a
800.

Les distance source-axe, source-détecteur et la taille du pixel
sont respectivement de 190 mm, 637 mm et 0,2 mm. Les
reconstructions sont obtenues avec 1’algorithme FDK.

La base de données est découpée de la manicre suivante : 30
volumes pour 1’entrainement, 2 pour la validation, et 8 pour
le test.

3.2. Méthode

Le probléme de la reconstruction tomographique peut étre
formulé comme un probléme linéaire inverse dans lequel on
cherche a estimer la véritable image sous-jacente f* € R™ a
partir d'un ensemble de données de mesure b € R™ de la
forme :

b=Af"+¢,
ou A € R™M est l'opérateur de projection, et €, est la
composante de bruit des données.
Nous nous intéressons ici au probléme de la reconstruction a
partir de quelques vues. Une configuration a vues éparses
correspond a m < n, c'est-a-dire que le nombre de mesures
est largement inférieur au nombre d'inconnues.

3.2.1. Architecture des réseaux utilisés

Les stratégies de pré-traitement et de post-traitement peuvent
toutes deux étre considérées comme un probléme de
transformation image a image, c'est pourquoi nous
conservons la méme architecture pour ces deux méthodes.
Comme la plupart des travaux d'analyse d'images médicales
et de reconstruction tomographique, nous choisissons une
architecture de type U-Net (voir [44]). Plus précisément, nous
utilisons une version récente de l'architecture : un backbone
RESNET18 (voir [28]) pour I’encodeur et 1’ajout de couches
de normalisation par batch (voir [45]), ainsi que le
remplacement des couches max-pooling par des strided
convolutions pour le décodeur.

3.2.2.  Meéthode par preé-traitement

L'approche de pré-traitement est formulée comme suit : étant
donné une paire de données de projection denses et éparses
(b, b*), I'objectif consiste a optimiser un réseau neuronal pour
1
apprendre une correspondance Fy  de l'espace de mesure
dans I'espace de mesure. Cela peut étre considéré comme une
interpolation : a partir d'un ensemble a vues éparses de
projections équiréparties, nous entrainons un réseau neuronal
Fy,,., pour interpoler les vues manquantes et calculer une

estimation b des mesures complétes que I”on utilise alors pour
la reconstruction. Cependant, plutdt que de traiter un
sinogramme ¢éparse b, contenant des mesures de valeurs 0
entre les vues échantillonnées, nous estimons d'abord une
approximation grossiére de l'image b du sinogramme complet
a l'aide d'une interpolation linéaire.

Le réseau F¢pre est alors entrainé de maniére supervisée, en

utilisant I'approximation grossiére b comme entrée du réseau,
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et en minimisant 1'écart L entre les données de projection
estimées b = Fy (b) et la référence complete b™ :
pre

minL (Fy,,,(6),b"). (1)

3.2.3.  Meéthode par post-traitement

Les méthodes de post-traitement, quant a elles, sont utilisées
aprés reconstruction sur données éparse et visent a supprimer
les artefacts résultant du manque de données (streak
artefacts).

La premiere étape de la procédure consiste a calculer une
estimation initiale de faible qualité f & partir des données
éparses via la méthode de reconstruction FDK. Etant donné
une paire de reconstruction dégradée et de reconstruction de
haute qualité (f,f*), l'objectif est d'optimiser un réseau
neuronal pour apprendre une correspondance G%ost de
I'espace image dans l'espace image. En d'autres termes, le
réseau neuronal apprend a supprimer ou au moins a réduire
les artefacts dus au manque de vues. Le réseau de post-
traitement est entrainé de maniére similaire au réseau de pré-
traitement, en minimisant 1'écart entre la reconstruction
débruitée f = Gy, (f) et la référence de haute qualité £ :

minL (Gd,post (f),f*). (2)

3.2.4.  Apprentissage résiduel

Une alternative aux équations (1) et (2) est d'apprendre la
correspondance entre les données d'entrée et le résidu avec la
référence correspondante. Par conséquent, 1'optimisation se
fait avec une fonction de colt résiduelle (voir [38]), et les
estimations sont obtenues par b = b + Fgpre Dyetf=f+

Goppos . f), pour le pré-traitement et le post-traitement,
respectivement.
Le schéma d'apprentissage résiduel utilisé est alors le suivant

[38]:
min L (F¢pre (b), b — E),
min L (G¢post(f),f* - f)
3.2.5. Meéthodes d’évaluation des résultats

Les performances quantitatives des deux stratégies sont
mesurées en calculant le PSNR (Peak Signal to Noise Ratio)
et l'indice de similarité structurelle ou SSIM (Structural
Similarity Index Measure), moyennés sur la totalit¢ des
images de I’ensemble d’entrainement :

s IO,
MSE(f, ) —;;(ﬁ -7,
. 1?
PSNR(f’f*) = 10log, (W)

n A~k
’ e (@B pt+ GG+ o+ G

ou I = max(f*) — min(f*) est la dynamique de I’image de
référence. Les moyennes des valeurs de voxels [, u;, les

écarts-type G, g; et la covariance X; sont calculées sur des
fenétres glissantes de taille 7x7. Les constantes C; et C,
permettent la stabilité numérique de la mesure. Nous utilisons
C, = (0.030)% et C, = (0.011)2 (voir [46]).

3.3. Résultats obtenus

La configuration dense (vérité terrain) de notre dispositif
expérimental est fixée a 720 vues et nous évaluons les
modeles avec 7 %, 14 % et 30 % des conditions
d'échantillonnage de la vérité terrain. Afin d'évaluer la
quantité de données nécessaire a I'entrainement d'un réseau
neuronal pour une telle tiche, nous avons effectué quatre
expériences pour chaque configuration d'échantillonnage,
pour lesquelles le nombre d'échantillons d'entrainement varie
parmi {1, 5, 10, 30}. Bien que les données d'acquisition et les
reconstructions aient une structure 3D, nous simplifions le
probléme et traitons chaque volume comme une pile de
coupes 2D indépendantes. De plus, les deux réseaux (pré-
traitement et post-traitement) sont entrainés sur des patchs
sélectionnés de maniére aléatoire et de taille 256 x 256.

Nous présentons les résultats quantitatifs dans le Tableau 1 et
la Figure 4. Nous observons notamment que le nombre
d'échantillons pendant l'entrainement a trés peu d'influence
sur les performances et choisissons de présenter les résultats
obtenus avec nombre d'échantillons d'entrainement égal a 1.
Notre interprétation est la suivante : un seul échantillon
contient 1024 tranches, ce qui, dans notre contexte,
correspond également a 16384 patchs de taille 256 x 256 sans
recouvrement, ce qui semble suffisant puisque nous traitons
indépendamment chacune des tranches 2D.

Si les deux méthodes de pré-traitement et post-traitement sont
plus performantes que I’utilisation seule de la reconstruction
FDK sur un jeu de données en vues éparses, la méthode de
prétraitement produit de meilleurs résultats quantitatifs que la
méthode de post-traitement.

— 80 —
G [ | =
T £60
% 30 —| = 40 = DL prep
@ // AR y———""" DL post-p
5] —~ 20 / == FD
100 200 100 200

Number of views Number of views
Figure 4 : Performance de reconstruction en fonction du nombre

de vues.

Dans la Figure 5, nous visualisons 1'amélioration significative
du contraste obtenue par les deux approches. En outre, nous
observons que la méthode de post-traitement produit des
résultats plus nets bien que la métrique quantitative soit plus
faible. Le contraste est plus prononcé autour des porosités
verticales lorsque 1’on utilise la méthode de post-traitement,
alors que la reconstruction a partir des projections prétraitées
est visuellement plus lisse. Par ailleurs, nous remarquons sur
le profil vertical de la Figure 5 que la méthode de
prétraitement est plus encline a créer des artefacts qui ne sont
pas présents dans la reconstruction éparse initiale.
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Régime de données :1 PSNR (dB) SSIM (%)

Nombre de vues sur 720 50 100 216 50 100 216
Pre-traitement+FDK 36.10 36.84 37.54 78.36 79.67 81.78
FDK+Post-traitement 35.15 36.36 36.45 73.62 77.38 77.66
FDK 23.57 26.6 29.92 15.54 26.34 43.19

Tableau 1 :Evaluation des performances de reconstruction.
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Figure 5 : En haut : Exemple de 4 coupes de reconstructions pour les cas dense, en vues éparses, avec pré-traitement, et avec post-
traitement respectivement ; et agrandissement d’un zone d’intérét pour chacune. En bas : Extraction de profils d’intérét.

Enfin, les deux méthodes ont également du mal a améliorer le
contraste autour des détails qui sont a peine perceptibles sur
les reconstructions correspondantes en vues éparses, comme
le soulignent les rectangles verts de la Figure 5.

4. Conclusion

Nous avons présenté dans cet article deux exemples
d’application de méthodes basées sur 1’apprentissage profond
a des problématiques liées au controle non destructif par
rayons X.

La méthode mise en place pour le contrdle automatique de
pieces de fonderie s’est avérée permettre 1’obtention de
résultats de détection au niveau de I’état de 1’art.

La méthode de reconstruction en vues éparses permet une
amélioration de la qualité¢ de la reconstruction donnée par
I’algorithme classique FDK. L’évaluation de la méthode a
mis en évidence la limitation des mesures PSNR et SSIM
pour évaluer la qualité des reconstructions, et il serait
intéressant de développer une métrique plus haut niveau, et
spécifique a ’application visée.

Pour les deux applications, des bases de données simulées
pourront &étre mises en place pour pallier le manque de
données.
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